MonteCarlo: Algorisme Metropolis

Josep Planelles

September 11, 2020

1 Integraci6 amb MonteCarlo

Imaginem que volem calcular la integral I = f(f f(z)dz, on f(x) és una funcié continua en [a,b]. Podem

aproximar I per 'expressié:!
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on x; és una col-leccié de nombres aleatoris uniformement distribuits en [a,b]. La corresponent variancia és:
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i l'error en la integraci6 és de l'ordre de:
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Com la mostra (sample) és uniforme, les contribucions rellevants a la integral provenen d’una fraccié relativa-

ment petita de punts, cosa que origina un error estadistic gran, encara que fem créixer N.

Podem minvar la variancia usant ’anomenat mostreig d’importants (importance sampling). La idea és la segiient:

Imaginem que g(x) és una funcié de probabilitat (probability density finction PDF) definida en [a, b] que tinga

una forma semblant a f(x), en el sentit que % ~ constant en [a,b] 1 que estiga normalitzada, i.e.,
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i que, per ser una densitat de probabilitat, g(z) > 0 Va € [a,b]. Aleshores podem escriure:
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Per tant, podem calcular la integral com la mitjana de % en una serie de punts aleatoris no uniformes, siné

distribuits d’acord amb les probabilitats de la PDF g(z).

1Si els punts x; estan equi-distanciats, h = bfTa és el pas d’integracié i la férmula representa la integracié amb rectangles. Per

una altra banda, % g\rzl f(x;) representa la mitjana d’algades de la funcié, que multiplicada per 'amplada (b — a) proporciona

l’area, que no és més que la integral.



Aparentment, amb a¢o no hem avancat gens. Ara bé, si definim:
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tenim que G(a) = 0 (perque no integrem res), G(b) = 1 (per la condicié de normalitzacio) i per tant, 0 < r < 1.
Tanmateix, per derivacié directa tenim que dr = g(z)dz i, atés que r = G(z), també x = G~1(r). Podem doncs

transformar la integral (5) de la forma:
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i aproximar-la per la suma:

sobre una distribucié uniforme de nombres aleatoris r; € [0, 1], amb l'avantatge que com hem triat g(z) de

manera que % ~ constant en [a, b], I'integrand serd molt pla i, per tant, la varidncia quedara molt reduida.

Podem també interpretar aquest canvi a partir del fet que com els punts r; estan triats d’una distribucio
uniforme, aleshores tindrem que dr = constant, és a dir, els punts estaran aproximadament equiespaiats. Per
una altra banda, g(z) = j—;, en conseqiiencia, alld on g(z) (i és d’esperar que també f(x)) siga gran, aleshores,
dx serd petit, i.e., els punts x; € [a, b] estaran densament distribuits. D’igual manera, alla on g(z) és petita, els

punts x; estaran molt dispersos. En altres paraules, triem més punts alla on la PDF g(z) és més gran.

1.1 Exemple

Volem calcular la integral,
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el valor ezacte de la qual és I = 1.58119 (calculada amb metodes estandard, com el Gauss adaptatiu, inclosos
en el comandament NIntegrate de Mathematica). La integracié MC amb una distribucié uniforme de punts en
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es tradueix amb aquest algorisme Mathematica:

np = 10000; int = 0; sigma = 0;
For[i= 1, 1i<np, 1++,

z = RandomReal[] #Pi;

Fid
int = int + ;
Cos[z]2 + 22

L 2]2];

sigma = sigma + | —mm
Cos[z]2 +Z

int = int / np;

sigma = sigma/np;

sigma = (sigma - int*2) /np;
Print[int, " ", Sqgrt[sigmal]]

1.58916 0.0l1l088



és a dir, I =1.59 £ 0.01.

La integracié MC amb una PDF g(z) = Ae~**, que és correctament definida positiva i que normalitzem:
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A partir de la qual definim r = G(z) i z = G=1(r):
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Amb ago calculem la mitjana
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Calculem també la variancia i repetim el calcul per a diferents valors A trobant la maxima semblanga entre f(x)
i g(x) en [0,7], i.e. la minima variancia, per a un valor A = 0.8. Amb aquest valor calculem la integral amb
I’algorisme Mathematica segiient:

A=0.8;
np = 10000; int = 0; sigma=0;
For[i=1,isnp, i+s,

r = RandomReal[];

f[-—i Log[l-x (l-e””\)]]

int = int + 5 ;
w[-; Log[l-x (l-e””‘)]]
f[-—i Log[l-x (l-e’"))]] 2
sigma = sigma + 1 ];
w[-; Log[l-x (l-e””\)]]

int = int/np;

sigma = sigma/np;

sigma = (sigma-int*2) /np;
Print[int, " ", Sqrt[sigma]]
1.58635 0.00270204

és a dir, I = 1.586 4+ 0.003.
Veiem que amb el mateix nombre de punts, I'is de g(x) ens ha pujat la precisié un ordre de magnitud.

Hi ha casos on encara se trauen més avantatges. Per exemple, si volem avaluar, fooo P(xz)e **dx, on P(x) és
un polinomi o una fraccié de polinomis. La integraci6é sobre z € [0, 00| obliga a triar un interval d’integracié
[0, L], amb L molt gran (L > 1) i aixina i tot cal triar una distribucié homogenia de punts en [0, L] prou

gran. Tanmateix, si fem ts e.g. de g(x) = Ae %, la normalitzacié de g(z) condueix a g = A\e™** i des de

r=G(z)= [, g(')dz’ =1 — e trobem 2 = G~'(r) = —; In(1 — r) i aleshores aproximem la integral per la
suma,
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amb r; € [0,1], que no suposa cap repte especial respecte de la primera de les integrals calculades.

Malauradament, el canvi de variables x = G~!(r) és en general dificil (sin impossible) en casos multidimension-
als (que és on MC trau avantatge als metodes tradicionals d’integracié com el meétode dels trapezis o adaptatiu

de Gauss etc.). Per tant, cal cercar alternatives.



2 Algorisme Metropolis

El metode que hem emprat en la seccié anterior comporta dues etapes basiques: (a) la generacié de nombres

aleatoris x; sobre el volum d’integracié (d’acord amb una PDF g(z) determinada) i (b) l'avaluacié de £ Eg en

aquests punts.

La segon etapa és immediata mentre que per a la primera haviem trobat una solucié cercant en una distribucio

uniforme de nombres aleatoris 7; € [0,1] i usant la funcié inversa z = G~!(r) per robar la mostra requerida.

Si trobar G~1(r) no esta al nostre abast, caldra cercar una alternativa i una molt bona alternativa és 1’algorisme
Metropolis. Descriurem primer I'algorisme i despres justificarem que proporciona una mostra de valors aleatoris

ajustats a la PDF g(z) triada.

L’algorisme Metropolis comporta les seguents etapes:

e Triem un pas h.

A partir d'un punt z;, amb el pas h, generem z; amb un random uniforme dins l'interval [z; — %, x; + %]

Calculem la ratio r = ;’Eff%

Sir > 1 acceptem x;41 = z4.

Sir < 1 acceptem x;41 = x; amb una probabilitat r. Es a dir, triem un nombre aleatori d’una distribucio
uniforme: 7 € [0,1]. Aleshores, si r > 1 acceptem x; 11 = x, perd si 7 < 7 el rebutgem, i.e., fem que

Tit+1 = Ty,

i d’aquesta manera generem una seqiiéncia {xg, z1,...,2;,...,2y} anomenada random walk. Demostrarem que
aquesta llista es correspon amb una distribucié aleatoria de niimeros que presenta una densitat de distribucié

de probabilitat g(z).

Hi ha dos aspectes clau a tenir en compte. En primer lloc la tria de xq (el primer element de la série). En segon
lloc la tria del pas h. Respecte de la tria de xg, un punt de partida raonable seria un punt on la PDF g(z) siga
gran (i.e., un punt altament probable). Tanmateix, en problemes multidimensionals, el maxim de g(z) no se
coneix o no és facil de determinar. Aleshores procedim a la termalitzacio del walker abans de comencar el calcul.
Es a dir, partim d’un punt arbitrari i deixem que la successié de probabilitats i tries el facin caminar cap a

un punt d’alta probabilitat, a la vegada que li eliminem qualsevol dependencia ( o biaix) del punt triat de partida.

El calcul adquireix robustesa si incloem no tnicament un walker, sind una llarga serie de walkers independents
i fem el calcul superposant les diferents distribucions de nombres aleatoris (les diferents séries de punts dels

diferents random walks).



Respecte del pas h, aquest cal triar-lo amb compte. Imaginem que g(x;) siga maxim. Aleshores, si h és excessiva-
ment llarg ocurrira que g(x;) < g(z;) i la majoria d’etapes seran rebutjades, de manera que fem una mostra molt
poc eficient de g(z). Si h se tria massa petit, la majoria de les etapes seran acceptades, perd el walker a penes es

moura de la regié on esta, deixant molt de volum per explorar i generant, per tant, una mostra (sample) dolenta.

La proposta més emprada és la tria d’h de manera que la meitat de les propostes s’accepten i la meitat se
rebutgen,[1] i.e. una acceptace ratio ac = 0.5. Aix{ el procés és suficientment eficient a la vegada que permet
una exploracié raonablement exhaustiva del volum d’integracié. Cal dir que hom pot trobar diferents propostes
per a ac en la literatura, des de valors menors a 0.5, entre 0.25 a 0.4,[3] a valors superiors a aquest valor central,
com ara 0.6.[2] Es clar que si el nombre de punts N creix suficientment, les diferents ac convergeixen a la mateixa
solucié. El que cal fer és explorar la ac que, per al problema que s’esta estudiant, se demostre més eficient. A
manera d’exemple mostrem el calcul del valor mitja de la posicié i les distribucions aproximades que l’algorisme
Metropolis atorga a una PDF gaussiana (que podria correspondre a 'estat fonamental de 1’oscil-lador harmonic)

per a distints valors de 1’acceptance ratio i a continuacié el codi mathematica que les genera:

ac=0.2 mitjana = -0.000609841 ac=0.5 mitjana = -0.00022864
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Clearall["Global x"];

walkers = 20;
For [ac =0.2, ac<0.8, ac+=0.1,

r0=1;

delr =xr0/2;

plx_] = Exp[-2*x"2]"2;

m=10000;

llista2 = {};

For[walk = 1, walk < walkers, walk++,
X0 = r0O % (2 * RandomReal[] - 1) ;
p0 = p[x0];
(#thermalizations)

cont = 0;
For[i=1,1=<0.2%m, i++,
cont = cont +1;
x1l = x0 +delr * (2 * RandomReal[] - 1) ;
pl = p[x1];
w = RandomReal[] ;
If[pl/pO>w>0, x0=x1,3i=1-1];
1;
delr =delr+0.2+m/ (ac % cont) ;
(#calculations)
32 =941
cont = 0;
For[i=1i2, i sm, i++,
cont = cont +1;
x1 = X0 +delr * (2 * RandomReal[] - 1) ;
pl = p[x1];
w = RandomReal[] ;
If[pl /p0 >w, 1llista2 = AppendTo[llista2, x1]; x0=x1, i=1i-1];
1;
1:
height = Max[HistogramList[llista2]];
fl = Histogram[llistaZ2];

height
£2 = Plot[ «p[x], {x, -2, 2}, PlotRange - All};
p[O]
Prinit|"aez=", ac, ™ ", "mitjana = ", Total[llista2] /Length[llistaZ2]];

Print[Show[f2, £1]]:



2.1 Justificacié de l’algorisme Metropolis

Per justificar que Metropolis genera una seqiiéncia de punts distribuits d’acord amb g(x) considerem un nombre
gran de walkers comengant itineraris en diferents punts i movent-se de manera independent a través de l'espai
X. Anomenem N, (X) al nombre, o millor, a la densitat de walkers que han aplegat a X despres de n etapes.

Aleshores, el nombre net de walkers que aniran del punt X al punt Y sera:

AN(X)=N,(X)P(X=>Y)-N,(Y)P(Y - X)=N,(Y)P(X = Y) ]]:[[:g/(i - ig/f :);g (15)

on P(X —Y) representa la probabilitat de que el walker transite des de X fins a Y en una etapa.

En equilibri AN(X) = 0, per tant,
Ne(X) _ P(Y = X) (16)
N.(Y) P(X-—=Y)

Si el sistema no esta en equilibri, AN (X) > 0 vol dir que hi ha massa walkers en X. En altres paraules que:

Nu(X) _PY 5 X)  NX)
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i que, aleshores, hi ha un transit X — Y que s’aproximara a la distribucié d’equilibri. Un raonament semblant

pot fer-se en el cas AN(X) < 0.

Queda per provar que la seqiiéncia de tries que fa Metropolis condueix a la distribucié d’equilibri dels walkers,
és a dir, N.(X) ~ g(x). Amb aquesta finalitat factoritzem la probabilitat del transit X — Y com el producte
de la probabilitat T(X — Y) de fer la tria de 'etapa X — Y per la probabilitat A(X — Y) d’acceptar-la.

Si partint de X podem aplegar a Y en una etapa, la reciproca també sera certa i, aleshores, com no hi ha
situacions privilegiades, haura de succeir que T(X — Y) = T(Y — X), de manera que per a la distribucié

d’equilibri:
) N(X) PY —=X) AY —X) s
N(Y) P(X—=Y) AX-=Y) (18)

Ara bé, en Metropolis, si g(x) > g(y) aleshores A(Y - X) =11 A(X —-Y) = % isig(z) < g(y) aleshores
AY - X) = % i A(X —Y) = 1. Per tant, en qualsevol dels dos casos tenim que:

N(X) _AY = X) _ g(x) (19)
N(Y) AX=Y) g

que vol dir que els walkers se distribueixen d’acord a g(x).
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